
第 5 卷第 3 期

2023 年9 月

智能科学与技术学报
Chinese Journal of Intelligent Science and Technology

Vol.5  No.3

September 2023

基于深度学习的MRI脑卒中病灶分割方法综述
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摘 要：脑卒中病灶自动分割方法成为近几年的研究热点。为了全面研究用于MRI脑卒中病灶分割的深度学习

方法的现状，针对脑卒中治疗的临床问题，进一步阐述了基于深度学习的病灶分割的研究背景及其挑战性，并

介绍脑卒中病灶分割的常用公共数据集（ISLES和ATLAS）。然后，重点阐述了基于深度学习的脑卒中病灶分

割方法的创新与进展，从网络结构、训练策略、损失函数这 3个角度对研究进展进行了归纳，并且对比了各种

方法的优缺点。最后，讨论了该研究存在的困难和挑战以及未来的发展趋势。
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Abstract: Automatic stroke lesion segmentation has become a research hotspot in recent years. In order to comprehen-

sively review current progress of deep learning-based MRI stroke lesion segmentation methods, start with the clinical 

problems of stroke treatment, we further elaborate the research background and challenges of deep learning-based lesion 

segmentation, and introduce common public datasets (ISLES and ATLAS) for stroke lesion segmentation. Then, we focus 

on the innovation and progress of deep learning-based stroke lesion segmentation methods, and summarize the research 

progress from three perspectives: network structure, training strategy, and loss function, and compare the advantages and 

disadvantages of various methods. Finally, we discusse the difficulties and challenges in this research and its future devel-

opment trend.
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0 引言

脑卒中是人类特别常见的脑血管疾病之一，也

是全球第二大致死原因
[1]
。根据2015—2018年调查

数据显示，全球大约有760万的脑卒中患者。对于

老年人来说，第一次发生中风后1～5年内的死亡概

率超过50%[2]
。根据脑供血障碍的不同，中风可分

为缺血性中风和出血性中风
[3]
。前者由输送血液到
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大脑的血管堵塞引起，占所有中风病例的 87%[4]
；

后者由脆弱的血管破裂引起，如动脉瘤、动静脉畸

形、高血压等
[5]
。治疗脑卒中是一项极具挑战性的

工作。以常见的缺血性中风为例，在中风发作后的

几个小时内，如果没有及时向大脑重新供血，可能

发生组织梗死，并且该损伤过程是不可逆的
[6]
。因

此，观察脑卒中患者的脑部结构并发现病灶，是治

疗脑卒中患者的关键。

神经影像学是检测、表征和预测急性中风（包

括缺血性中风和出血性中风）的重要工具。其中，

电子计算机断层扫描（computer tomography，CT）

和磁共振成像（magnetic resonance imaging，MRI）

是常见的成像手段。CT可以用来识别中风类型，

常用于中风后、实施紧急手术之前采集脑部信息
[7]
。

虽然CT成本较低，成像速度快，受噪声影响较小，

但异常病变在CT上不是清晰可见的。如果需要观

察小脑、脑干和大脑半球内部的微小梗死，它也会

受到限制
[8-9]
。虽然MRI成本高，扫描时间长，要

求较高，仅部分医疗中心有条件配备，但它能够克

服CT的局限性，并且在症状出现之前比CT更早发

现梗死，所以MRI更常用于发现脑卒中病灶[10]
。因

此，本文仅探讨在MRI上对病灶进行分割的工作，

如何与在CT上的分割方法[11-12]
结合实现多模态分

割，仍需进一步研究。

放射科医生通常会基于大脑结构和病灶特点手

动划分病灶边界，这对医生的临床经验的要求很

高，且耗时耗力。因此，研究者们希望通过深度学

习实现对脑卒中患者磁共振图像病灶的全自动分

割
[13-16]
。然而，用深度学习实现全自动病灶分割是

非常具有挑战性的工作。首先，深度学习训练需要

尽可能多的高分辨率磁共振（magnetic resonance，

MR）图像，而患者MR图像的获取难度较大，MR

设备也比较昂贵。其次，不同患者的病灶形状、位

置、大小和数目差异很大，如图1所示，病灶组织

的多样性增大了分割难度。最后，病灶组织的边界

不够清晰
[17]
，甚至同一位医生对同一位患者前后

两次的划分结果都可能有差异，需要反复检查以确

保数据标注的质量。

国外已有一些综述论文整理和分析了利用深度

学习技术检测脑卒中的方法
[18-20]
，但没有专门针对

脑卒中病灶分割的详细总结。本文的主要贡献如

下：介绍了脑卒中病灶分割的常用公共数据集；对

深度学习在脑卒中病灶分割的应用进行了全面梳

理，从网络框架、训练策略、损失函数这3个角度

出发，对研究进展进行了归纳，并且对比了各种方

法的优缺点；阐述了当前面临的困难和挑战，展望

了未来的发展方向。

1 公开数据集

为了方便比较各类方法的效果，本节将介绍脑

卒中病灶分割的公开数据集。

研究人员通常会招募脑卒中患者参与数据收集

活动，这需要耗费大量的时间和资金成本。所以，

脑卒中病灶分割的公开数据集较少，已有公开数据

集如表1所示。接下来，将从图像预处理和图像标

注这两个方面对表1中的数据集进行描述。

1.1 缺血性脑卒中病灶分割数据集

缺血性脑卒中病灶分割（ischemic stroke le-

图1 脑卒中患者的T1加权图像示例

表1 脑卒中病灶分割的公开数据集

名称

ISLES 2015–SISS

ATLAS（v2.0）

训练样本数量/个

28

655

测试样本数量/个

36

300

··294
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sion segmentation，ISLES）数据集有多个版本，但

只有 ISLES 2015–SISS[21]
包含临床采集的亚急性

缺血性脑卒中患者的影像数据，涉及的MR模态有

T2、T1、液体衰减反转恢复（fluid attenuated in-

version recovery，FLAIR）和弥散加权图像（diffu-

sion weighted image，DWI）。

（1）图像采集。所有数据都来源于德国，石勒

苏益格-荷尔斯泰因大学医疗中心提供了 56例病

例，慕尼黑工业大学临床教学中心的神经放射科提

供了 8例病例。这两个中心均配备了 3T Phillips扫

描仪。

（2）图像预处理。所有图像均做了去头骨处

理，并视情况进行位置校正。

（3）图像标注。由经验丰富的医学博士进行病

灶标注，主要基于 FLAIR图像完成标注，其他模

态图像提供辅助信息。

1.2 脑卒中后病灶示踪数据集

脑卒中后病灶示踪（anatomical tracings of le-

sions after stroke，ATLAS）数据集的MR模态为

T1。它有两个版本，首先发布的版本是 ATLAS 

v1.2[22]
，包含全球11个研究中心的304例病例。然

而，基于ATLAS v1.2的大多数方法都没有开源代

码，数据划分方式也不一致，训练容易过拟合，泛

化性较差。

虽然当前没有公认标准，但ATLAS数据集的

作者根据实践经验推断：对于深度学习方法，只有

分割结果的Dice系数达到 0.85以上，才能证明它

是一种可取代人工的全自动分割方法，当前的实验

结果与该阈值相差甚远。为了促进基于深度学习的

脑卒中病灶分割方法的发展，新版本数据集

ATLAS v2.0[23]
发布。跟ATLAS v1.2相比，它的数

据量更大，并且划分了训练集（公开人工标注）和

测试集（不公开人工标注），这样可以帮助研究者

开发出鲁棒性和泛化性更强的方法。所有人都可以

在网页上用测试集进行性能评估，公平公开地对比

各类方法。由于ATLAS v2.0已覆盖ATLAS v1.2，

接下来的介绍将围绕ATLAS v2.0展开。

（1）图像采集。数据集由全球 33个研究中心

的 955例病例组成。绝大多数中心都配备了 3T扫

描仪，涉及的品牌有 Siemens、Phillips和GE，型

号多种多样（公开文件中有包含数据集信息的 ex-

cel表格）。

（2）图像预处理。预处理流程包括了去头骨、

归一化处理、配准至MNI-152模板空间等，这样

的操作便于提升深度学习方法的性能。

（3）图像标注。由8位专家对病灶进行手动分

割，共同检查，以控制数据标注质量。

2 深度学习在脑卒中病灶分割的研究

近年来，随着深度学习的快速发展，越来越多

的研究者关注深度学习在医学影像上的应用
[24-28]
。

而医学影像分割就是其中一项基础且关键的任务，

主要目的是针对医学影像，从像素水平识别出目标

器官、组织或病变区域
[29- 31]

。深度学习作为临床

辅助诊断工具，能够实现病灶的全自动分割，从而

减少医生在病灶划分上耗费的时间和精力
[32-34]
。

笔者按时间顺序整理了深度学习应用于脑卒中

病灶分割的文献，如表2所示。各类方法在公共数

据集上的性能将在第2.4节展示。

本节对应用于脑卒中病灶分割的深度学习方法

进行了全面梳理（如图 2所示），从网络结构、训

练策略、损失函数这3个角度出发，对研究进展进

行归纳。

2.1 网络结构

随着大规模数据和计算机硬件的飞速发展，深

度学习在计算机视觉中的表现受到广泛关注。卷积

神经网络（convolutional neural network，CNN）[70]

是深度学习的经典结构之一，主要由卷积层、池化

层和全连接层组成，具有较好的特征提取、分类能

力，常用于目标检测、图像分割等领域。后来，基

于语义分割的全卷积神经网络（fully convolutional 

network，FCN）[71]
，把 CNN的全连接层换成卷

积层。

UNet[72]
在FCN的基础上提出了编码器—解码

器结构的神经网络，编码器用于获取上下文信息、

提取特征，解码器用于精确定位，跳跃连接则实现

浅层特征和深层特征的融合。目前，UNet是医学

影像分割中性能最好、应用最广泛的网络结构
[73]
，

大多数用于脑卒中病灶分割的深度学习方法是基于

UNet结构展开研究的。

2.1.1 注意力机制

对于不同的中风患者，脑卒中病灶的形状、位

置、大小和数目差别较大。经验丰富的医生可以结

合图像的多尺度信息综合考虑，但基于 FCN的深

度学习方法感受野小、缺乏长距离信息，从而忽略

了这些差异。注意力机制最初源于对人类视觉的研

··295
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究。在认知科学中，由于信息处理的瓶颈，人类会

选择性地关注一部分信息，忽略其他可见的信息。

随着神经网络的快速发展，注意力机制
[27,74]
也得到

了广泛的应用。简要来说，它是一种通过计算注意

力权重、对特征重加权，以强化有效特征、抑制无

效特征的嵌入式结构
[75]
。

根据注意力机制应用位置的不同，注意力机制

可以分为通道注意力
[76]
与空间注意力

[77]
。前者对

表2 深度学习用于脑卒中病灶分割的现有方法

年份

2017年

2018年

2018年

2019年

2019年

2019年

2019年

2019年

2020年

2020年

2020年

2020年

2020年

2020年

2021年

2021年

2021年

2021年

2021年

2022年

2022年

2022年

2022年

2022年

2022年

2022年

2023年

2023年

2023年

2023年

2023年

2023年

2023年

2023年

方法

EDD Net and MUSCLE Net[34]

uResNet[35]

Res-FCN[36]

X-Net[37]

D-UNet[38]

Multi-path 2.5D CNN[39]

MSDF-Net[40]

CLCI-Net[41]

MI-UNet[42]

A 3D+2D CNN approach[44]

3D residual CNN[45]

MUDCap3[46]

Multi-task[47]

Hybrid Dice loss[48]

DFENet[49]

Variational mode decomposition[50]

ME-Net[51]

Priors from healthy subjects[52]

MDAN[53]

3D UNet[54]

e-UNets[55]

STHarDNet[56]

AGMR-Net[58]

METranse[59]

MAPPING [60]

MLiRA-Net[61]

CarveMix[62]

ICI loss[63]

TSRL-Net[64]

Fine-grained segmentation[65]

SQMLP-net[66]

W-Net[67]

SAN-Net[68]

FAN-Net[69]

特点

提出双阶段训练策略，先获得初步分割结果，再进行细化

利用残差连接优化卷积模型

利用残差连接优化卷积模型

提出特征相似度模块以捕获上下文信息

设计维度转换模块以融合3D和2D图像特征

在轴状面、矢状面和冠状面方向上做2D分割后再融合，并进行3D后处理

将空洞空间金字塔池化用于医学影像分割框架

1.在UNet结构的编码器和解码器之间嵌入了空洞空间金字塔池化；

2.提出跨层特征融合策略以整合各层特征

利用大变形微分同胚度量映射算法
[43]
获得组织解剖分割，以作为额外输入

先用3D U-net获取病灶概率图，再用2D UNet获得最终预测结果

采用“放大&缩小训练策略”

用胶囊网络代替卷积层和池化层

图像重建和图像分割的多任务学习

结合Dice损失与BCE损失，应对正负样本不平衡问题

提出特征融合边界，引导网络进行2D-3D特征融合

利用变分模态分解做预处理

1.在UNet结构的编码器和解码器之间嵌入空洞空间金字塔池化；

2.提出残差编码器，用于提取高维度特征

将健康被试图像作为先验辅助分割

针对大脑“伪对称”的形状特点设计专门的网络结构

3D医学影像分割

设计全局特征注意力模块，以获得全局特征

用HarDNet[57] 
模块代替卷积模块

1.在解码器阶段设计粗糙粒度块注意力模块，应对类内不一致问题；

2.设计维度特征融合模块，应对类内不确定问题

利用4种不同尺度的编码器提取多尺度特征，再利用Transformer进行全局特征建模

提出一种新的分割后处理策略

设计多尺度长距离区域关注模块，在多尺度层面提取全局信息

随机组合两张医学影像作为数据增强

将Dice损失与实例级和实例中心损失结合，以减轻实例不平衡问题

1.设计粗糙粒度残差学习模块修正残差连接，令解码器更关注于未预测区域；

2.提出一种新的目标感知损失，通过调节聚焦因子扩展聚焦样本区域

将中风影响区域定义为常规定义病变的详细子区域，并据此定义细粒度的分割任务

同时进行脑卒中病变分割和TICI评级

提出一种新颖的双阶段病灶分割方法，利用CNN和Transformer作为骨架网络：

1.一阶段利用CNN的局部信息提取能力获得大致病变分割图，第二个阶段利用Trans-

former的强大全局上下文建模能力对边界进行细致分割；

2.设计边界变形模块和边界约束模块来应对模糊边界的苛刻条件

针对不同中心影像分布差异设计域适应分割算法：

1.提出自适应实例归一化（masked adaptive instance normalization，MAIN）算法；

2.利用梯度反转层迫使UNet编码器使用域分类器学习域不变表示

针对不同中心影像分布差异，设计域适应分割算法，提出基于傅里叶的自适应标准化模块

是否公开代码
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否
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是

否

是
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否

否
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否
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特征图的各个通道进行加权；后者对特征图的各个

像素进行加权，有效弥补了由卷积操作感受野不足

导致的全局特征提取能力不足的缺陷。因此，为了

充分利用所有像素之间的上下文信息，研究者们根

据特定的医学图像分割任务，从注意力机制的角度

优化网络结构。

为了在特征图中捕捉更丰富的上下文关系，参

照非局部信息统计的注意力机制
[78]
，特征相似度

模块（feature similarity module，FSM）[37]
被提出。

如图 3所示，H、W和C分别代表特征图的高度、

宽度和通道数，HW表示 reshape操作后，原始的

高度和宽度维度被展平为一个单一的维度，卷积

（conv）后的“3×3”或“1×1”代表卷积核尺寸，

圆圈内的“+”和“×”分别表示逐像素相加和矩

阵相乘。特征相似度模块利用3×3卷积把通道数C0

压缩为C后，先计算输入特征像素间的特征相似

度，由此得到每个像素的全局注意力，然后进行特

征重加权。除此之外，还加入了残差连接以保证训

练过程的稳定性。

与此类似的思路，全局特征注意力模块

（global-feature attention block，GA-block）[55]
被提

出。如图4所示，利用1×1卷积把通道数从C0压缩

到C后，先计算输入特征通道间的权重，由此得到

每个通道的全局注意力，然后进行特征重加权。除

此之外，还加入了残差连接以保证训练过程的稳定

性。全局特征注意力模块侧重的是不同通道间特征

图的关系，而特征相似度模块侧重的是特征图上各

像素点的关系。

卷积注意力模块（convolutional block attention 

module，CBAM）[79]
结合了空间和通道的注意力

机制，通过两个级联的空间和通道注意力模块，提

升了全局特征能力，CBAM已在脑卒中分割网络

中得到应用
[59,65]
。

粗糙粒度残差学习（coarse-grained residual 

learning，CRL）模块[64]
修正残差连接，令解码器

图3 特征相似度模块的结构［37］

图2 深度学习在脑卒中病灶分割中的研究方法
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更关注于未预测区域，并抑制大量背景噪声。该模

块包含正向注意力（positive attention，PA）单元和

逆向注意力（reverse attention，RA）单元两个部分。

RA单元抑制已识别的目标信息，减少冗余信息，更

有利于网络识别目标的残差特征，从而提高召回率。

PA单元首先利用解码器中的粗糙粒度块注意力

（coarse-grained patch attention，CPA）[58]
，获得粗糙

粒度的注意力图，并据此增强目标所在区域的特征

表示，抑制大量不在目标区域的背景噪声特征，避

免了噪声对网络的干扰，降低了错误正样本率。

图 5展示了注意力机制和UNet框架的结合形

式，将注意力模块嵌入UNet的编码器和解码器之

间，便于提取高维特征图像素之间的上下文关系。

总的来说，注意力机制通过计算注意力权重、对特

征重加权，以达到强化有效特征、抑制无效特征的

目的，帮助模型捕捉长距离上下文信息。

2.1.2 多尺度特征融合

对于不同的中风患者，病灶大小和形状的差异

较大，由此增加了深度学习模型对病灶准确识别、

精准定位的难度。针对该问题，利用多尺度特征融

合提升模型对病灶分割的预测能力，该思路在医学

影像领域应用广泛
[80-84]
。

空洞空间金字塔池化（atrous spatial pyramid 

pooling，ASPP）[85]
以不同采样率对特征图进行空

洞卷积，然后将结果拼接到一起，最后通过1×1卷

积改变通道数，利用多尺度特征来捕捉图像的上下

文关系。为了对不同尺度的语义信息进行有效融

合，多尺度深度融合网络（multi-scale deep fusion 

network，MSDF-Net）[40]
将空洞空间金字塔池化应

用于医学影像分割框架UNet，并将其嵌入UNet结

构的编码器和解码器之间。

跨层融合和上下文预测网络（cross-level fu-

sion and context inference network，CLCI-Net）[41]

不仅在UNet结构的编码器和解码器之间嵌入了空

洞空间金字塔池化，还提出了跨层特征融合（cross-

level feature fusion，CLF）策略。跨层特征融合策

略指的是在进行下采样操作之前，将每个下采样层

的输出与之前所有的特征拼接在一起，该策略可以

整合各层特征，增强跨尺度信息之间的联系和互补

性。除此之外，还在UNet的跳跃连接环节加入了

卷积长短时记忆（ConvLSTM），这样连接浅层位

置信息和深层特征信息就能更好地推断上下文关

系，从而得到更精细的分割结构。

图5 注意力机制与UNet框架结合的示意

图4 全局特征注意力模块的结构［55］
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目前常用的编码器网络往往没有利用足够的深

度来获取图像中更深层的语义信息，可能导致小病

灶检测失败或病灶边界预测不准确。为了解决该问

题，多编码器网络（multiple encoders network，

ME-Net）[51]
不仅在UNet结构的编码器和解码器之

间嵌入了空洞空间金字塔池化，同时提出了残差编

码器（如图6所示）用于提取高维度特征。图7展

示了ME-Net的整体框架，残差编码器会生成 4个

特定尺寸的特征图，通过跳跃连接组合不同尺度的

特征图，拼接后输入解码器进行上采样。与此类

似，METrans[59]
利用 4种不同尺度的编码器来提取

多尺度特征，再将特征图馈送到Transformer中进

行全局特征建模，以克服UNet无法建模长距离上

下文信息的缺点。

多尺度特征融合的优点是在不增加过多模型参

数的前提下扩大了感受野，提升模型对病灶分割的

预测能力。

2.1.3 2D和3D网络相结合

在同等数量的医学影像条件下，跟 3D网络相

比，2D网络的模型参数较少，但特征提取过程中

缺乏 3D空间信息；而 3D网络能够捕捉图像的 3D

空间信息，但模型参数较多，样本数量较少
[54,86]
。

为了同时利用2D和3D网络的优点，研究者们考虑

将两者结合起来，共同处理医学影像。

一种常见思路是使用2D网络和3D网络共同构

成2.5D网络[87-90]
。为了在编码器阶段融合2D和3D

网络的特征图，特征融合 U型网络（dimension-

fusion U shape network，D-UNet）[38]
被提出。图 8

展示了D-UNet的整体框架，主干仍为 2D UNet，

在此基础上增加 3D编码器，还设计了维度转换

（dimension transform）模块，专门用于融合 2D编

码器和 3D编码器输出的特征图。与此类似的方法

还有特征融合边界引导网络（dimension fusion edge 

guided network，DFENet）[49]
以及 AGMR-Net[58]

中

的维度特征融合（cross-dimensional feature fusion，

CFF）模块。

另一种思路是把2D和3D网络分别用于预测过

程的不同阶段
[39,44]
。比如，为了丰富模型的输入信

息，多路径2.5D卷积神经网络[39]
先对切片做9种不

同的预处理（在轴状面、矢状面和冠状面方向上的

3种预处理方法），分别输入9个2D UNet，然后对

9个2D UNet输出的2D特征图做方向校正，拼接为

图6 残差编码器的结构［51］

图7 多编码器网络的结构［51］

图8 特征融合U型网络的结构［38］
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3D特征图，最后用3D CNN做最终预测，如图9所

示。除此之外，还有人提出2D+3D CNN方法[44]
，先

用3D UNet提取空间信息来获取病灶概率图，然后

和2D切片一起输入2D UNet，最终得到预测结果。

总之，2D和3D网络结合的目的是利用二者的优

点，在模型参数尽量少的前提下捕捉3D空间信息。

2.1.4 优化网络模块

除此之外，还有人通过优化网络模块来提升模

型的性能，比如残差连接
[91]
能够解决深层网络中梯

度消失、梯度爆炸等问题，提升网络的表征能力
[92]
。

uResNet[35]
和Res-FCN[36]

都是利用残差连接来优化

卷积模型。以uResNet[35]
为例，它以UNet为基础框

架，通过残差连接（如图10所示）改善卷积模块。

CNN虽然通过卷积和池化解决了平移不变性

问题，在一定程度上解决了旋转、放缩不变性问

题，但是池化操作后多个规律分布的特征值变为一

个特征值，不仅特征表达量减少，而且原特征值之

间的相对位置关系被打破。如果对象发生旋转，则

原已训练好的权重矩阵将不再完美适用。针对该问

题，MUDCap3[46]
以 3D UNet为框架，用胶囊网

络
[93]
替代卷积层和池化层。胶囊网络需要的训练

数据较少，能提供等变映射使位置和形状信息得以

保存，有利于图像分割。

STHarDNet网络[56]
（如图 11所示）以UNet为

整体框架。为了降低内存占用，用HarDNet[57]
模块

代替卷积模块。HarDNet基于DenseNet[94]
做了连接

稀疏化处理。同时，为了提取层次特征图和上下文

关系，在跳跃连接的基础上加入了包含滑窗操作、

具有层级设计的Swin Transformer[95]
。

MLiRA-Net[61]
将Transformer中的自注意力模块

做了适当变形，设计多尺度长距离区域关注（multi-

scale long-range and regional attention，MLiRA）模

块，并将其引入分割网络的编码器中，以在多尺度

层面提取全局信息。

2.1.5 小结

一是注意力机制分为通道注意力和空间注意

力，它通过计算注意力权重、对特征重加权，达到

强化有效特征、抑制无效特征的目的，从而捕捉长

距离上下文信息。不过，注意力机制对样本数据量

的要求比CNN更高，不适用于小样本数据。

二是多尺度特征融合利用空洞空间金字塔池化

等模块嵌入UNet结构，扩大模型的感受野，从而

提高预测能力。然而，空洞卷积对分割小病灶的提

图9 多路径2.5D卷积神经网络的结构［39］

图10 残差模块的结构［35］

图11 STHarDNet的结构［56］
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升效果不明显，甚至造成信息冗余。

三是将2D和3D网络结合，便于利用二者的优

点，不过结合方式可以朝着模型轻量化的方向进一

步优化。

四是借鉴ResNet[91]
、Swin Transformer[95]

等算

法来优化UNet网络模块。在以增加模型参数为代

价换取性能提升的过程中，需要考虑设备要求和计

算量。

2.2 训练策略

除了网络结构，研究人员在训练策略方面也做

了许多努力。在不改变网络结构的情况下，数据扩

增、增加先验知识、优化训练流程和后处理也能提

升模型的预测性能。

2.2.1 数据扩增

医学影像数据不如自然图像那么容易获取，尤

其是患者的数据，而样本数据量不足会直接导致模

型的性能不佳，所以数据扩增是有效的方法之一。

常见的数据扩增方式有平移、旋转等，这类方法对

医学影像不一定有效。由于大脑组织结构的复杂性

和边界模糊性，对MR脑影像做数据扩增并不是一

件容易的事
[96-97]
。

在自然图像领域，Mixup[98]
是一种对图像进行

混类增强的算法，它用两张图像和对应的标注做线

性组合，并且组合是随机的。Cutmix[99]
是基于

Mixup改进的非线性组合方法，它不是对两张图像

进行样本插值，而是从图像的空间角度出发，把一

类图片上的某个区域做随机矩形框裁剪，然后拼接

到另一类图片上，标注的处理和Mixup一致，按照

合成图像中两张图像所占的比例进行混合标注

计算。

根据这样的思路，CarveMix[62]
被提出，用于

脑卒中患者MR脑影像的数据扩增（如图 12所

示）。第一步，根据带标注样本 a的病灶位置和形

状，用概率分布采样得到感兴趣区域（region of in-

terest，ROI）。第二步，取另一带标注样本b，ROI

二值图、ROI二值互补图分别与样本 a、样本 b的

影像做像素级别的点乘运算，最后相加，生成新样

本 c。第三步，ROI二值图、ROI二值互补图分别

与样本 a、样本 b的病灶标注做像素级别的点乘运

算，最后相加，生成新样本c的病灶标注。

受到人类大脑“伪对称”的形状特点的启发，

文献[68]提出了一种简单而有效的数据增强方法

——对称启发数据增强（symmetry-inspired data 

augmentation，SIDA），可以在减半内存消耗的同

时，将样本大小增加一倍。

2.2.2 增加先验知识

由于病灶分割跟脑组织结构有较强关联，病灶

区域的信号强度值也显示异常，研究人员基于这些

特点给网络输入增加先验知识，降低病灶分割的难

度，从而提升性能。

图12 CarveMix的流程［62］
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MI-UNet [42]
利用大变形微分同胚度量映射

（large deformation diffeomorphic metric mapping，

LDDMM）算法[43]
对MR脑影像做组织解剖分割，

将其跟磁共振脑影像作为UNet的输入，能够显著

提升模型性能。类似地，文献[52]将一组健康被试

的图像配准至患者的图像空间，为每个体素提供正

常组织的参考强度值，由此得到异常分数图谱，这

些图谱可以作为先验知识输入分割网络，帮助网络

预测病灶区域。

有一种常用于分析MRI的预处理方法[100-102]

——变分模态分解（variational mode decomposition，

VMD），能够通过求解频域变分优化问题估计各个

信号分量。文献[50]提出用VMD做预处理，区分

可能的病灶区和非病灶区，帮助去除不必要的信

息，然后用3D UNet做病灶分割。

总之，先验知识能够在不增加模型复杂度的前

提下，降低模型的预测难度。不过，准确的先验知

识获取难度较大。

2.2.3 优化训练流程

除此之外，也可以优化训练流程，充分发挥网

络模型的作用，达到更好的预测效果。如图 13所

示，文献[34]利用两个不同的网络模型EDD Net和

MUSCLE Net进行脑卒中病灶分割，先将图像输入

EDD Net得到初步的分割结果，再将原图像和初步

的分割结果输入MUSCLE Net得到进一步细化的分

割结果，最后对EDD Net和MUSCLE Net输出的分

割结果进行增强，得到最终预测结果。

文献[45]使用的网络模型是3D残差卷积网络，

采用了“放大&缩小训练策略”，即先在小体积数

据集上训练模型，然后在大体积数据集上对模型进

行微调。该训练策略的优点是在放大阶段从原始立

体影像中随机提取不同的小体积数据，相当于数据

扩增，这样小体积数据可以产生正则化效果；缩小

阶段的模型输入是大体积数据，便于模型学习到更

广泛的背景，同时提高模型的鲁棒性。

多任务学习也可以在中风病灶分割中发挥作

用
[47]
，主要任务是图像重建和图像分割，所用的

网络模型分别是D5C5[103]
和UNet。在此基础上，

又设计了动态重加权损失约束，以保持重建任务和

分割任务的平衡。多任务的目的是缓解分割模型在

训练数据上过拟合的问题，从而提升模型性能。

传统方法将脑卒中病变定义为一个区域，而不

是区分中风影响区域（stroke-affected region）和脑

脊液（cerebrospinal fluid，CSF），这可能会影响游

治疗效果。文献[65]将中风影响区域定义为常规定

义病变的详细子区域，并根据大脑连通性将原始分

割图细致化为8个子类：大脑灰质、非皮质区（大

脑白质和皮层下）、小脑灰质、小脑白质、CSF

（CSF+脑室+卒中后脑脊液空化）、颅骨、皮肤、中

风影响区域。该文献将分割任务与是否发生病变这

一分类任务结合，以提高检测准确率。

脑卒中分割和脑梗死溶栓（thrombolysis in ce-

rebral infarction，TICI）评级是辅助诊断中风的两

个重要但具有挑战性的先决条件。然而，大多数研

究只关注两个任务中的一个，没有考虑它们之间的

关系。SQMLP-net[66]
同时进行脑卒中病变分割和

TICI评级，用一个单输入双输出的网络处理这两

个任务间的相关性和异质性。

镜像差异感知网络（mirror difference aware 

network，MDAN）[53]
利用了大脑“伪对称”的形

状特点。如图 14所示，首先，基于UNet结构的

Siamese编码路径把原始图像和翻转图像作为输

入，然后，用Siamese对比监督损失和基于镜像位

置的差异扩增（mirror position-based difference aug-

mentation，MDA）模块进一步处理编码后的特征

图，目的是通过增强特征的不对称性来检测异常区

域。为了更好地将精细的对称性特征传递到解码

器，每个阶段都使用了镜像特征融合（mirror fea-

ture fusion，MFF）模块，最后输出预测结果。

W-Net[67]
拥有一个双阶段网路架构，第 1个阶

段利用CNN的局部信息提取能力获得大致的病变

分割图，第2个阶段利用 transformer的强大全局上

下文建模能力对边界进行细致分割。为了更好地对

边界进行分割，W-Net还设计了两个边界提升模

块，即边界变形模块（boundary deformation mod-

ule，BDM）和边界约束模块（boundary constraint 

module，BCM），来应对模糊边界的苛刻条件。

图13 卷积神经网络系统的流程［34］
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BDM利用循环卷积对初始边界进行校正，BCM利

用多尺度空洞卷积对目标边界进行动态约束。

优化训练流程虽然能够提升模型性能，但通常

会引入更复杂的网络结构和训练步骤，如何尽量减

少计算量和时间消耗也是需要考虑的问题。

2.2.4 后处理

后处理的目的是使预测的连接部件数量与真实

连接部件数量相匹配。考虑到ATLAS数据集中大病

变的连接部件数量相较于小病变更多，MAPPING[60]

提出的后处理策略，首先通过消除最大概率小于

0.7的小连接组件来减少小病变的连接组件数量。

然后，再通过对较大的病变应用高阈值（0.55）将

连接组件分成几个部分。实验结果显示这种后处理

策略能提高测试集上的评估指标。

2.2.5 小结

一是数据扩增能够扩充训练样本，对模型训练

有直接帮助。然而，要注意：跟自然图像相比，医

学影像的组织结构更复杂，边界更模糊。

二是先验知识不会增大模型复杂度，又能降低

预测难度。不过，如何保证先验知识的高质量是值

得考虑的问题，否则会给模型带来错误的引导。

三是优化训练流程同样能提升模型的预测能

力。然而，最佳实践是在训练流程变得复杂时，尽

量保持测试阶段的简洁。

四是后处理对分割结果也有相当大的影响。

2.3 损失函数

除了网络结构、训练策略，所使用的损失函数

对模型性能也有影响。本节将介绍脑卒中病灶分割

中常用的损失函数及其组合。

2.3.1 戴斯损失函数

戴斯（Dice）损失主要为了解决语义分割中正

负样本极度不平衡的问题。然而，如果正样本为小

目标，则会产生严重的震荡，因为在只有前景和背

景的情况下，一旦对小目标的部分像素预测错误，

那么损失函数的值将大幅变动，从而导致梯度变化

剧烈。

Dice损失计算的就是 1-Dice系数，如式（1）

所示：

LDice = 1 -
2∑i = 1

w  ∑j = 1

h  pij ṗij + ϵ∑i = 1

w  ∑j = 1

h  p2
ij +∑i = 1

w  ∑j = 1

h  ṗ2
ij + ϵ

（1）

其中，pij∈{0,1}代表第 i行、第 j列像素的实际标

注；ṗij∈[0,1]代表第 i行、第 j列像素的病灶预测概

率；w×h代表输出尺寸；分母上的 ϵ=10-5
用于防止

分母为 0；当实际标注无病灶且预测完全正确时，

分子上的 ϵ用于使LDice = 0。

2.3.2 Dice损失和其他损失结合

（1）与二元交叉熵损失的结合

二元交叉熵（binary cross entropy，BCE）损

失逐个检查每个像素，将每个像素类别的预测结果

（概率分布向量）与独热编码标签向量进行比较，

可用于大多数语义分割场景中。但它有一个明显的

缺点：在只需要分割前景和背景的情况下，如果前

景像素的数量远远小于背景像素（归属于正负样本

的像素极度不平衡），就会使得模型严重偏向背

景，导致分割效果不佳。BCE损失计算式如下：

LBCE =-   pijlog ṗij +  1 - pij  log  1 - ṗij    （2）

图14 镜像差异感知网络的流程

··303



智能科学与技术学报 第 5 卷 

因此，研究人员考虑将Dice损失和BCE损失等权

重相加，在正负样本不平衡的情况下，可以相互弥

补局限性
[42,48,53,55-56]

。

（2）与边界损失的结合

针对Dice损失和BCE损失对语义分割中正负

样本不平衡比较敏感的问题，边界损失函数
[104]
被

提出，目的是最小化实际标注和预测分割的边界之

间的距离。

用G表示二维空间Ω中实际标注的二值图像，

∂G表示它的边界，qn表示第n个像素在二维空间Ω

中的位置，水平集ϕG: Ω→R，如式（3）所示。

ϕG qn  =
 
 
 

  

    

-DG  qn ，  qn∈G

DG  qn ，  其他
（3）

式中，DG: Ω→R+
用于评估 qn和∂G上最近距离点

z∂G的欧几里得距离。欧几里得距离的计算方式是
DG (qn)=||qn -z∂G||2。

将边界损失函数视作∂G的加权平均，其计算

式如下：

LB =
1
N∑n = 1

N  sθ (n)ϕG qn  （4）

式中，N表示二维空间Ω中点的个数，sθ(·)表示参

数为θ、输出为概率值的分割网络。

所以，有人将Dice损失和边界损失结合使用，

以克服 Dice损失对正负样本不平衡比较敏感的

问题
[44,67]
。

（3）与实例级损失的结合

病灶分割任务存在严重的实例不平衡问题，即

较大的实例支配较小的实例。文献[63]将Dice损失

与实例级和实例中心（instance-wise and center-of-

instance，ICI）损失结合，以减轻实例不平衡问题。

ICI损失受blob损失[105]
与LesLoss[106]

启发，由

实例级损失与实例中心损失这两部分组成。用yc表

示二维空间Ω中实际标注针对类别 c的二值图像，

ẏc表示分割网络针对类别 c的预测输出。首先使用

连接组件分析 （connected component analysis，

CCA）从 yc和 ẏc中分别提取单个实例，提取到的

连接组件分别表示为 Iyc，n
与 Iẏc，n

，其中 n表示组件

序号。

实例级损失通过比较每个真实实例和与该真实

实例相交的预测实例，评估每个实例的分割质量，

如式（5）所示：

Linstance =
1
N∑n = 1

N Lseg ( Iẏc，m
|{Iẏc，m

∩Iyc，n
≠∅} 

M

m = 1
，Iyc，n

)

（5）

其中N表示图像中真实实例的总数，M表示预测输

出中实例的总数，∅表示空集。
实例中心损失度量标准化实例的分割质量，其

中每个实例的大小和形状根据质心归一化为正方形

（2D）或立方体（3D），记为C(I,δ)。标准化尺寸由

参数δ控制，默认为1。具体计算式如下：

LCIS =Lseg (C({Iẏc，m
}M

m = 1，δ)，C({Iyc，n
}N

n = 1，δ))（6）

式（5）和式（6）中Lseg可以是任意的分割损失，

如Dice损失或焦点（focal）损失[107]
。

（4）与目标感知损失的结合

为了减轻正负样本不平衡的问题，各种目标感

知损失函数被提出。加权交叉熵
[108]
对正样本损失

进行加权，当权重α＞1时，可以减少错误负样本的

数量；当权重α＜1时，可以减少错误正样本。平衡

交叉熵
[109]
额外对负样本损失给予权重，用于调整

错误正样本率和错误负样本率。基于平衡交叉熵，

focal损失[107]
进一步提出了动态权重 γ，使得简单

样本的损失变小，而困难样本的损失变大，增加了

对困难样本的关注，使模型更多地集中在困难样本

的学习上。

然而，以上损失仅考虑正样本、不考虑负样

本，会导致召回率和准确率不平衡。TSRL-Net[64]

提出了一种新的目标感知损失，通过调节聚焦因子

来扩展聚焦样本区域，其中原本只需要聚焦正样本

的聚焦区域被扩展为包括部分负样本。聚焦样本区

域A的计算式如下：

Ax × β +m，y × β + n = sign(∑i = 0

β ∑j = 0

β
gx × β + i，y × β + j)（7）

其中，β表示聚焦因子，g表示真实分割图，m,n∈
[0,β)，x,y∈[0,H/β)，H表示图像高度。关注聚焦区

域内所有样本的损失，可以在强烈关注正样本损失

的同时，高度关注少量的负样本损失，以平衡准确

率与召回率。该损失计算式如下：

lossf =
∑i = 0

N -(Aiα + |1 -Ai|(1 - α))   1 - pi gi -   1 - pi   1 - gi

γ

log (pi gi +   1 - pi   1 - gi )

N
（8）

其中，α表示针对聚焦样本的损失权重，设置成大

于 0.5以更关注聚焦区域，γ∈[0,5)调控对困难样品

和简单样品的平衡程度，N表示图像中样本点的总

数，p表示预测的分割概率图。
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2.3.3 小结

一是单一损失函数使用的是Dice损失，它是

最常用的分割损失，不过在训练过程中，小病灶分

割会影响损失函数的稳定性。

二是多损失结合能够帮助克服Dice损失的缺

点，然而，各个损失函数的权重设置有待研究。对

于不同的任务，最佳权重可能不一样。

2.4 各类方法性能对比

在介绍完各类方法后，笔者在表3中对比了主

要方法在公共数据集上的性能。Multi-path 2.5D 

CNN[39]
和 Fine-grained segmentation[65]

在实现过程

中使用了外部数据，因此他们的受试者个数n由两

部分组成：公共数据集受试者个数与外部数据集受

试者个数，用“+”来分隔。METranse[59]
的Dice系

数远高于其他方法，可能是全局Dice系数。

由于那些基于ATLAS数据集的文献未明确指

出训练集和测试集的划分方式，表3无法提供详细

的数据划分信息。虽然各文献数据集划分方式不

同，不同方法的结果不具备直接可比性，但是笔者

还是给出了对应的实验结果，以提供一定的参考。

可以看到，那些使用 k折交叉验证的方法的实验结

果差异较小，具有一定的比较价值。

对于定性结果，在调研了大量文献后，笔者发

现很难找到覆盖度较广的实验结果，各文献所选的

实例不一样，格式也不一样，难以总结，所以没有

展示这个结果。

此外，基于深度学习的脑卒中病灶分割方法还

有较大提升空间。第3节将介绍该任务的挑战以及

潜在的解决方案。

3 挑战与展望

虽然深度学习在脑卒中病灶分割方向上具有广

阔的应用前景和良好的潜力，但目前仍有许多未解

决的困难。

3.1 病灶的多样性

对于不同患者，病灶的形状、位置、大小和数

目各不相同（如图1所示），在样本稀缺的情况下，

病灶的多样性会大幅提升模型的训练难度。

图 15显示了ATLAS v1.2数据集中各中心病变

大小的分布情况。从之前的研究
[42,45,68]

的实验结果

可以发现，不管如何优化损失函数、网络结构和优

化算法，模型在包含大量小病灶的中心（如中心8）

上的表现总是较差。对于大病灶，模型更容易获得

较高的Dice系数。

针对该问题，可以考虑数据扩增策略。旋转、

翻转、平移、缩放或剪裁等传统数据扩增策略很难

保持医学影像的形态特点，最好是设计更适合医学

影像的扩增方式。比如，使用生成对抗网络
[110-111]

形成接近真实的样本数据：用生成模型捕捉真实样

本的分布，根据分布由随机噪声生成假样本，判别

器用于判别输入样本的真假；生成器和判别器通过

不断地对抗训练，在提升判别器的辨别能力的同

时，也帮助生成器产生更像真实样本的假样本。

3.2 病灶的边界模糊性

对于病灶分割而言，边界划分尤为重要。而医

学影像中组织纹理复杂，磁共振图像容易产生伪

影，所以病灶边界通常比较模糊，不易辨别。

针对该问题，可以设计跟边界相关的损失函

数
[104]
，在损失优化过程中提高模型对边界的注意

力，从而帮助模型更准确地划分病灶边界。除此之

外，额外采集健康被试的医学影像，将其映射到标

准空间作为正常组织的参照，模型预测出异常病灶

后，还可以根据患者与健康被试的图像的强度差，

估算预测病灶的边界不确定性，帮助医生更精确地

发现病灶。

图15 9个中心的病灶大小分布（纵轴代表所占比例）。小病灶：小于1×10体素；中病灶：1×10至5×10体素；大病灶：大于5×10体素。图片来自文

献［68］。
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3.3 数据集标注难度大

目前，病灶分割的黄金标准是临床医生的手动

标记，这项工作需要丰富的医学经验。而大多数专

业医生需要在一线筛查和诊疗患者，这就导致了医

学影像标记难度较大。

针对该问题，可以考虑结合半监督学习
[112-113]

和对比学习
[114]
，利用少量的标记数据和大量的未

标记数据来训练模型。先利用未标记数据做预训

练，把未标记原数据对应的两种扩增结果看作相似

的正样本对，而将原数据和其他数据看作不相似的

负样本对，用正负样本对帮助网络学习图像的高阶

特征，再利用已标记数据做有监督学习，对网络进

行微调，从而提升网络的分割能力。

在脑卒中病灶分割任务上，已有相关研究利用

无监督学习
[115]
、弱监督学习

[116]
或半监督学习

[117]

来解决这一问题。

3.4 不同中心的影像分布差异大

机器学习模型表现好的前提假设是所有数据分

布一致，而不同的MR扫描仪、扫描序列和种群都

会导致影像数据分布存在差异。在这种情况下，提

表3 深度学习用于脑卒中病灶分割的现有方法在公共数据集上的性能对比

数据集

ATLAS

ATLAS R2.0

ISLES

受试者个数n

229

229

239

229

54 + 45

229

229

239

229

229

220

304

229

229

229

229

239

229

229

229

229

239

229

220

229

220

220 + 60

655

955

955

655

64

64

28

验证方式

留一域法交叉验证

留一域法交叉验证

六折交叉验证

五折交叉验证

五折交叉验证

五折交叉验证

五折交叉验证

五折交叉验证

五折交叉验证

五折交叉验证

五折交叉验证

五折交叉验证

80%训练、20%测试

80%训练、20%测试

80%训练、20%测试

80%训练、20%测试

60%训练、20%验证、20%测试

70%训练、30%测试

70%训练、30%测试

52%训练、18%验证、30%测试

52%训练、18%验证、30%测试

76%训练、11%验证、13%测试

80%训练、10%验证、10%测试

77%训练、23%测试

77%训练、23%测试

77%训练、23%测试

80%训练、10%验证、10%测试

五折交叉验证

655训练、300测试

600训练、55验证、300测试

80%训练、20%测试

五折交叉验证

五折交叉验证

五折交叉验证

方法

SAN-Net[68]

FAN-Net[69]

W-Net[67]

X-Net[37]

Multi-path 2.5D CNN[39]

MI-UNet[42]

A 3D+2D CNN approach[44]

Hybrid Dice loss[48]

DFENet[49]

MDAN[53]

MLiRA-Net[61]

METranse[59]

D-UNet[38]

e-UNets[55]

AGMR-Net[58]

TSRL-Net[64]

Variational mode decomposition[50]

MSDF-Net[40]

MUDCap3[46]

CLCI-Net[41]

Multi-task[47]

3D residual CNN[45]

ME-Net[51]

Priors from healthy subjects[52]

STHarDNet[56]

CarveMix[62]

Fine-grained segmentation[65]

3D UNet[54]

MAPPING [60]

ICI loss[63]

SQMLP-net[66]

AGMR-Net[58]

METranse[59]

TSRL-Net[64]

实验结果（Dice系数）

0.5711

0.5591

0.6176

0.4867

0.62

0.5672

0.5625

0.5738

0.5457

0.5662

0.6119

0.931

0.5349

0.592

0.594

0.634

0.6684

0.6875

0.67

0.581

0.518

0.64

0.6353

0.6256

0.5547

0.6391

0.5596

0.65

0.6667

0.5817

0.7098

0.614

0.793

0.640
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升模型的泛化性也是一大难题。表4列出了ATLAS 

v1.2数据集的数据来源，可以看到各中心间存在巨

大差异。首先，9个影像中心涵盖 4个国家 8个城

市，不同人口的血管区域不同。其次，不同中心采

用不同的 3T磁共振扫描仪采集。第三，也是最重

要的一点，即使使用同一台扫描仪，也可能使用不

同的成像协议。这些因素导致在不同中心间进行泛

化存在巨大难度。在ATLAS R2.0版本中，随着数

据量的增加，引入更多的影像中心，使泛化问题变

得更加困难。

针对该问题，可以将领域自适应
[118-120]

、元学

习
[121-122]

与脑卒中影像分割结合。比如，在训练阶

段加入判别器，源域数据和目标域数据被同时输入

编码器，判别器对编码器输出的特征图进行分类；

编码器和判别器通过不断地对抗训练，对齐源域和

目标域的特征图，使得模型与目标测试数据的分布

相匹配
[123]
。元学习使模型获取调整超参数的能力，

可以在训练数据的基础上快速适应与训练数据分布

不同的新数据
[124-125]

。

已有工作针对这一问题做出改进，可以利用留

一域法
[126]
对模型在未知域上的泛化能力进行验证。

受传统 z-score归一化[127]
和动态网络

[128]
的启发，

SAN-Net[68]
设计了一种掩码自适应实例归一化

（masked adaptive instance normalization， MAIN）

算法，通过动态学习输入的仿射参数，将来自不同

域的输入MR图像标准化为与域无关的样式，以减

少域间的差异。SAN-Net[68]
还利用梯度反转层

（gradient reversal layer，GRL）[129-130]
迫使UNet编

码器使用域分类器学习域不变表示，以进一步提高

模型泛化能力。同样受传统 z-score归一化[127]
的启

发，FAN-Net[69]
提出基于傅里叶的自适应标准化

（fourier-based adaptive normalization，FAN）模块，

针对不同域的频域幅度分量进行自适应仿射参数学

习，对源图像的风格信息进行动态归一化，以提高

模型泛化能力。

3.5 保护患者的数据隐私

医学影像数据有限，常常需要结合多中心数据

进行模型训练。由于严格的法律和伦理要求，患者

隐私保护问题同样限制了医学影像的发展，阻碍了

深度学习在脑卒中病灶分割中的广泛应用。

针对该问题，可以考虑将联邦学习用于医学影

像
[131-133]

。联邦学习主要包含服务端和客户端两部

分，客户端指的是各地医疗中心，客户端数据仅留

在本地训练，训练得到的模型梯度或模型参数传输

至服务端，这样就能在保护患者隐私的前提下生成

全局模型。在此基础上，联邦学习与元学习
[122]
或

领域自适应
[134]
的结合也是方向之一，既能保护患

者隐私，也能提升病灶分割模型的泛化性。另外，

也可以将联邦学习和多任务学习
[135]
结合，多任务

可以包括重建、分割等，从而达到相互补充、提高

网络特征提取能力的效果。

3.6 临床部署设备不足

一般来说，模型复杂度越高，其拟合能力越

强，但较大模型的运行过程会占据更多的内存、显

存，给计算设备带来过大的负担。大多数医院部署

设备不足，大模型的计算效率低下，这是深度学习

在脑卒中病灶分割领域进行临床应用时必须考虑的

实际问题。

针对该问题，可以考虑模型压缩
[136]
，包含剪

枝、知识蒸馏、结构重参数化等。以知识蒸

表4 ATLAS v1.2数据来源（来自文献［68］）

中心信息

Medical University General Hospital

University of Tübingen

Sunnaas Rehabilitation Hospital

NORMENT and KG Jebsen Centre

for Psychosis Research

Department of Psychology

Child Mind Institute

Nathan S. Kline Institute

for Psychiatric Research

University of Texas Medical Branch

University of Michigan

位置

中国天津

德国图宾根

挪威内索登

挪威奥斯陆

挪威菲利普斯

美国纽约

美国奥兰治堡

美国加尔维斯顿

美国安娜堡

扫描仪

GE 750 Discovery

GE Signa Excite

Siemens Trio

Siemens Trio

Phillips Achieva

Siemens Trio

Siemens Trio

GE 750 Discovery

Siemens Trio

患者人数

55

34

27

12

27

14

11

35

14
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馏
[137-138]

为例：先构建一个轻量化小模型，利用性

能更好的大模型的监督信息来训练这个小模型，使

小模型达到更好的性能和精度。还可以借鉴

RepVGG[139]
，训练阶段使用较复杂的多分支模型，

测试阶段把多分支模型的参数等价转换成单分支模

型的参数，为临床部署减轻负担。

3.7 结合先进的分割框架

近年来，各种分割框架在医学图像分割任务中

取得了令人满意的结果，如利用扩散模型产生既准

确又多样的分割结果
[140-142]

；建立通用的医学图像

分割模型，应对单一任务数据缺乏的问题
[143-145]

。

如何将这些优秀的框架应用于脑卒中病灶分割的任

务，需要进一步考虑。

4 结束语

深度学习对于脑卒中病灶分割的研究具有重要

的意义和价值。本文先介绍了脑卒中病灶分割的公

共数据集；然后，从网络框架、训练策略、损失函

数这3个角度出发，分析了深度学习在脑卒中病灶

分割领域的研究进展；最后，讨论了该领域面临的

困难和挑战，展望了未来的发展趋势。

综上所述，深度学习为解决脑卒中病灶分割问

题提供了全自动化的新技术，有很强的发展潜力，

但要将其应用到医学临床应用中，仍存在很多问

题。如何在保护患者隐私的前提下，提升模型的预

测能力和泛化能力，值得我们思考和挖掘。
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